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Resumen—La generación aumentada con grafos de conocimiento (GraphRAG) y el fine tuning eficiente en parámetros se promueven
como vías para convertir los grandes modelos de lenguaje (LLM) en generadores fiables de retroalimentación formativa de programa-
ción; sin embargo, la literatura rara vez separa sus contribuciones ni comprueba si las mejoras reportadas se sostienen fuera del banco
de pruebas que las produjo. Presentamos EKG-Python, un grafo de conocimiento educativo canónico para Python introductorio (157
conceptos; 1772 tripletas aseveradas que se expanden a 4786 bajo un cierre OWL 2 RL; 30 enlaces skos:exactMatch verificados
hacia Wikidata; cero violaciones SHACL), y un canal de retroalimentación GraphRAG construido en torno a él. Mediante un diseño
factorial 2 × 2 comparamos un LLM base (A), un modelo ajustado con QLoRA (B), GraphRAG (C) y su híbrido (D) sobre un banco
de pruebas sintético reservado (n=50) y sobre entregas reales de estudiantes procedentes de un corpus público de reparación de
código universitario (n=60). En distribución, el híbrido D encabeza las métricas objetivas independientes del juez (0,76 de exactitud de
categoría, 0,54 de exactitud de concepto), y el fine tuning y el anclaje en el grafo mejoran facetas complementarias y casi ortogonales
de la retroalimentación. Sobre código real, la ordenación objetiva se invierte, pues el modelo base A alcanza 0,802 de relevancia de
corrección frente al 0,323 de D (Friedman p=8,1 × 10−15), un fallo de generalización que atribuimos a la homogeneidad intraplantilla
medida en los datos sintéticos. Un estudio de fiabilidad de las puntuaciones de calidad muestra que un juez LLM tiene una validez
de criterio débil frente a un panel humano de diez personas (Pearson 0,203, negativa en el eje de la explicación divulgativa), mientras
que el panel promediado resulta fiable (ICC(2,k) = 0,831) pese a la baja concordancia por evaluador (Fleiss’ κ=0,096). Concluimos
que las ganancias de la aumentación dependen de qué se recupera y de cuán realista es el código evaluado, y que los veredictos
automatizados de calidad deben anclarse en métricas objetivas inmunes al juez.

Palabras clave—Grafo de conocimiento educativo, GraphRAG, generación aumentada por recuperación, grandes modelos de len-
guaje, retroalimentación formativa, enseñanza de la programación, OWL 2 RL, fine tuning con QLoRA, fiabilidad entre evaluadores,
generalización.

✦

1. INTRODUCCIÓN

LA retroalimentación formativa es una de las palancas
más potentes del aprendizaje del estudiante, pero en la

enseñanza de la programación no escala. Las cohortes supe-
ran con frecuencia una proporción de cincuenta estudiantes
por instructor, mientras que un solo comentario individua-
lizado sobre una entrega exige de quince a veinte minutos
de atención experta. La respuesta clásica, el análisis estático
combinado con pruebas unitarias, escala sin esfuerzo pero
verifica el comportamiento en lugar de la comprensión,
puesto que puede informar de que una prueba ha fallado
sin explicar por qué el modelo conceptual subyacente es
erróneo. Una revisión sistemática de la retroalimentación
automatizada para ejercicios de programación halló que la
inmensa mayoría de los sistemas ofrece únicamente retroali-
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mentación diagnóstica básica en lugar de la retroalimenta-
ción conceptual y explicativa que la literatura de las ciencias
del aprendizaje identifica como eficaz [1], [2]. Una brecha
estructural separa, pues, la retroalimentación barata de la
que enseña.

Los grandes modelos de lenguaje (LLM) parecen cerrar
esta brecha, pues generan explicaciones individualizadas y
fluidas a demanda. Dos técnicas de adaptación dominan la
práctica. El fine tuning eficiente en parámetros, ejemplificado
por la adaptación de bajo rango (LoRA) y su variante cuan-
tizada QLoRA, especializa de forma económica un modelo
base hacia un registro de retroalimentación concreto [3],
[4], [5]. La generación aumentada por recuperación (RAG),
en cambio, condiciona el modelo con contexto externo
recuperado en tiempo de inferencia y ancla la salida en
una fuente autorizada más allá de la memoria paramé-
trica [6]. Cuando esa fuente es un grafo de conocimiento
(KG) curado [7], el canal GraphRAG resultante puede, en
principio, ofrecer una retroalimentación que es a la vez
pedagógicamente enmarcada y trazable hasta conceptos de
dominio explícitos [8], [9], [10]. En un contexto educativo,
un grafo de conocimiento puede codificar la estructura de
prerrequisitos y las concepciones erróneas documentadas de



TFM — MÁSTER EN INVESTIGACIÓN EN INTELIGENCIA ARTIFICIAL, UNED 2

un currículo, de modo que la retroalimentación sobre una
función recursiva defectuosa se ancle en el concepto de caso
base y sus prerrequisitos [11], [12], [13].

La aplicación directa de los LLM a esta tarea choca, sin
embargo, con dos obstáculos. El primero es la alucinación,
la producción por los LLM de afirmaciones sin respaldo en
fuente alguna, un modo de fallo especialmente dañino en
la instrucción, donde una explicación incorrecta deseduca
activamente [14], [15]. El segundo es un problema de medi-
ción. Como la evaluación humana de la retroalimentación
generada es lenta y costosa, el campo delega en buena
medida el juicio de calidad en otro LLM que actúa como
evaluador automatizado —el paradigma del “LLM como
juez” [16], [17]—, cuya concordancia con los docentes hu-
manos rara vez se comprueba [18], [19], [20], [21]. Si las
ganancias reportadas solo las certifica un juez de esta clase,
pueden reflejar las idiosincrasias del evaluador más que un
valor pedagógico genuino.

Este artículo se organiza en torno a una pregunta prin-
cipal que el trabajo previo tiende a dejar implícita —
¿cuándo, y bajo qué evaluación, aumentar un LLM con un grafo
de conocimiento o con fine tuning mejora la retroalimentación
de programación?—, que desglosamos en cuatro cuestiones
más concretas. La primera atiende a si puede construirse
un grafo de conocimiento educativo validado y enlazado
de forma verificable; la segunda, a si cada aumentación
y su combinación elevan la calidad objetiva frente a un
modelo base y si esa ventaja se transfiere al código real
de estudiantes; la tercera, a la fiabilidad de un juez LLM
frente a un panel humano; y la cuarta, a si un panel humano
promediado constituye un instrumento fiable y discrimi-
nante aun con baja concordancia individual. Abordamos
esta agenda con tres compromisos que la literatura combina
pocas veces. Primero, separamos las dos aumentaciones
en un diseño factorial 2 × 2 limpio en lugar de reportar
un único “mejor sistema”. Segundo, evaluamos tanto en
distribución, sobre un banco de pruebas sintético reservado,
como fuera de distribución, sobre código real de estudiantes,
y tratamos la transferencia como la prueba primaria de una
afirmación, no como un añadido. Tercero, anclamos cada
veredicto comparativo en métricas objetivas de verdad de
referencia, inmunes a cualquier juez LLM, y medimos la
validez de criterio del juez frente a un panel humano en vez
de darla por supuesta.

Preguntas de investigación: PI1: ¿Es posible construir
un grafo de conocimiento educativo validado con SHACL y
cerrado bajo OWL 2 RL que cumpla objetivos estructurales
explícitos (≥ 150 conceptos) y enlace de forma verificable
con una base de conocimiento abierta? PI2: ¿Mejoran el
anclaje en el grafo, el fine tuning y su combinación la calidad
objetiva de la retroalimentación respecto a un LLM base, y
se transfiere alguna ventaja en distribución al código real de
estudiantes? PI3: ¿Cuán fiable es un juez LLM de esta retro-
alimentación frente a un panel humano? PI4: ¿Es un panel
humano promediado un instrumento fiable y discriminante
incluso cuando la concordancia por evaluador es baja?

Contribuciones: (i) EKG-Python, un grafo de conoci-
miento educativo canónico y cerrado bajo razonamiento pa-
ra Python introductorio, con enlaces externos verificados y
cero violaciones SHACL, junto con la justificación de diseño
de su corrección semántica, en particular el uso deliberado

de skos:exactMatch en lugar de owl:sameAs. (ii) Un
canal de retroalimentación GraphRAG que combina un vin-
culador de conceptos basado en el árbol de sintaxis abstracta
(AST) con un generador de retroalimentación en español
ajustado con QLoRA, y una comparación factorial de cuatro
vías que aísla cada aumentación. (iii) Una evaluación en
dos distribuciones que documenta tanto una victoria en
distribución de los sistemas aumentados como una inver-
sión de la ordenación estadísticamente significativa fuera de
distribución, que atribuimos al sobreajuste a las plantillas.
(iv) Un estudio de fiabilidad que muestra que el juez LLM
no es un instrumento absoluto válido, mientras que el panel
humano promediado es fiable y discrimina los sistemas. De
ahí se sigue un mensaje metodológico. En la investigación
sobre retroalimentación automatizada de programación, las
ganancias de la aumentación son condicionales y los vere-
dictos de calidad deben descansar en evidencia inmune al
juez.

2. TRABAJO RELACIONADO

Esta sección sitúa nuestra propuesta en el cruce de
cuatro líneas de investigación que rara vez se consideran
de forma conjunta. Primero repasamos el uso de grafos de
conocimiento en la enseñanza de la programación; después,
la retroalimentación automatizada y basada en LLM; a con-
tinuación, la recuperación aumentada y su variante sobre
grafos junto con sus protocolos de evaluación; y, por último,
la validez del paradigma del LLM como juez y la fiabilidad
de las puntuaciones. En cada caso señalamos qué tomamos
prestado y en qué nos apartamos del trabajo previo.

2.1. Grafos de conocimiento en la enseñanza de la
programación

Los grafos de conocimiento se han estudiado amplia-
mente como tecnología general, con entidades, relaciones
tipadas, esquemas y restricciones ontológicas sobre RDF
ya bien consolidadas [7], [22]. En educación, revisiones
recientes catalogan aplicaciones que abarcan la construcción
de ontologías, el modelado del aprendiz y la recomendación
de recursos, a la vez que señalan una evaluación de cara
al usuario débil y una transferencia entre dominios limita-
da [13], [23]. Una línea complementaria modela currículos
y estructuras de competencias de forma explícita mediante
ontologías curriculares [11] y “árboles de habilidades” de
prerrequisitos [12], y la construcción de grafos asistida por
LLM es en sí misma un tema activo [24]. Nos apoyamos en la
pila estándar RDF/RDFS/OWL/SHACL/SPARQL y en el
vocabulario SKOS [25], [26], [27], [28], [29], [30], [31] en lugar
de reinventarla. Frente a este cuerpo de trabajo, EKG-Python
se distingue menos por la novedad del vocabulario que por
ser un artefacto validado y cerrado bajo razonamiento, con obje-
tivos estructurales explícitos y enlaces externos verificados,
empleado aguas abajo como sustrato de recuperación.

2.2. Retroalimentación de programación automatizada
y basada en LLM

Los LLM han acelerado el paso de la calificación automá-
tica de aprobado/suspenso hacia una retroalimentación for-
mativa rica. La revisión sistemática de la retroalimentación
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automatizada sigue siendo la caracterización de referencia
de la brecha [1], y la teoría de la retroalimentación subraya
que una retroalimentación eficaz debe abordar el modelo
conceptual del aprendiz [2]. El trabajo reciente apunta exac-
tamente a esto: revisiones de la calificación automática ba-
sada en LLM [32], marcos de retroalimentación pedagógica
multifacética [33], generación de pistas de siguiente paso sin
revelar soluciones [34], [35], sistemas de retroalimentación
integrados en el aula [36], retroalimentación para la refacto-
rización [37] y estudios de la implicación del estudiante con
la retroalimentación generada [38]. Las revisiones de LLM
para código y de LLM con verificación formal enmarcan
el problema de la evaluación [39], [40], y el fine tuning
de revisión de código estructurado por dimensiones está
estrechamente alineado con nuestra estructura de tipo de
error/concepto/explicación/sugerencia [41]. Nuestro gene-
rador QLoRA se apoya en el linaje del fine tuning eficien-
te [3], [4], [5], [42], [43], pero difiere en que no presuponemos
la superioridad del sistema ajustado, sino que comprobamos
si transfiere al código real de estudiantes.

2.3. RAG, GraphRAG y su evaluación
RAG surgió como una forma de anclar la generación en

evidencia recuperada y reducir la alucinación [6], [14], [15].
GraphRAG extiende esto a fuentes estructuradas en grafo,
y dos revisiones consolidan el área, ambas subrayando
que los datos en grafo exigen una recuperación específica
para grafos [8], [9], [10]. En educación, GraphRAG se ha
combinado con grafos de doble estructura de conocimiento
para la recomendación de rutas de aprendizaje [44], y RAG
se ha empleado para explicar violaciones SHACL [45]. La
evaluación de RAG ha convergido en métricas sin referencia
y orientadas a la fidelidad, como RAGAS [46], que adopta-
mos para sondear el anclaje. Nuestro uso de GraphRAG es
inusual al emparejarlo con un generador ajustado y al medir
el anclaje con una métrica propia de citación de conceptos y
con la fidelidad estilo RAGAS, lo que pone de manifiesto la
tensión entre ambas.

2.4. Validez del LLM como juez y fiabilidad de las pun-
tuaciones

La fiabilidad de cualquier puntuación se cuantifica con
estadísticos establecidos: el κ de Fleiss para la concordancia
categórica entre muchos evaluadores [47], el α de Krippen-
dorff para la fiabilidad ordinal [48], [49], el coeficiente de
correlación intraclase ICC(2,k) para la fiabilidad de las pun-
tuaciones promediadas [50], [51], [52], el análisis de Bland–
Altman para la concordancia entre dos métodos [53] y las
bandas de Landis–Koch para interpretar κ [54]. Para com-
parar varios sistemas sobre los mismos elementos usamos la
prueba de Friedman con comparaciones post-hoc siguiendo
a Demšar [55]. El paradigma del LLM como juez [16],
[17] se cuestiona cada vez más: hay estudios que miden
la consistencia de las puntuaciones [18], muestran que las
decisiones de diseño alteran la fiabilidad [19], cuantifican el
sesgo de puntuación [20] y argumentan desde la teoría de
la medición que tales jueces fallan tanto en validez como
en fiabilidad [21], con remedios como paneles de jueces dis-
juntos [56] o una prueba formal de sustitución del anotador
alternativo [57]. La mayor parte de esta literatura mide la

consistencia entre jueces; comparativamente poca mide la
validez de criterio juez–humano para una tarea generativa
concreta con un panel real, que es lo que reportamos aquí.

3. EL GRAFO DE CONOCIMIENTO EKG-PYTHON Y
LA ARQUITECTURA GRAPHRAG

Cuatro artefactos componen el enfoque: el grafo de co-
nocimiento educativo canónico, un canal de recuperación
y generación GraphRAG, un protocolo de fine tuning con
QLoRA y un diseño factorial de cuatro sistemas.

3.1. Ingeniería de EKG-Python

EKG-Python, el núcleo semántico del proyecto, contiene
157 conceptos y 1772 tripletas aseveradas. Al materializar
el cierre OWL 2 RL, el grafo se expande a 4786 tripletas,
añadiendo 3014 enunciados inferidos. Los 157 conceptos se
organizan como individuos tipados en siete subclases de
concepto (principios transversales, paradigmas, estructuras
de control, módulos de biblioteca, estructuras de datos,
funciones integradas y tipos de datos), junto con temas y
concepciones erróneas documentadas, sobre un esquema de
20 clases OWL, 21 propiedades de objeto y 7 propiedades
de tipo de dato, elaborado siguiendo la práctica establecida
de ingeniería de ontologías en Protégé [58]. El vocabulario
propio pyedu: se reserva para términos genuinamente
específicos del dominio, mientras que los recursos se acuñan
bajo pyr: y todo lo demás se toma prestado de voca-
bularios consolidados. Ningún individuo se tipa a mano
como pyedu:Concepto, ya que la pertenencia a la clase
se propaga íntegramente mediante rdfs:subClassOf, de
modo que la consulta diagnóstica ?x a pyedu:Concepto
devuelve 0 filas sin inferencia y exactamente 157 con infe-
rencia OWL 2 RL. Este contraste 0→157 es la demostración
central de que es el razonamiento, y no la aseveración
manual, lo que puebla la clase de conceptos (Fig. 1).

Una decisión semántica deliberada rige los enlaces ex-
ternos. Los 30 enlaces verificados hacia Wikidata [59] usan
skos:exactMatch, no owl:sameAs. Bajo OWL 2 RL,
owl:sameAs fundiría cada entidad externa en la clase de
conceptos e inflaría el recuento inferido más allá de los 157
conceptos nativos; skos:exactMatch registra la corres-
pondencia sin fusión de identidad y mantiene el recuento
en los 157 semánticamente correctos. Articulamos además
la jerarquía con 19 enlaces skos:broader y modelamos
relaciones N-arias por reificación, en particular la clase
pyedu:EvaluacionActividad (10 instancias), que regis-
tra la procedencia de cada aseveración evaluativa.

Validamos el grafo frente a diez formas SHACL de nodo
y de propiedad [60] (todo concepto debe pertenecer a un
tema, los valores de dificultad deben caer dentro de ran-
go, los ejercicios deben llevar metadatos obligatorios, entre
otras). SHACL reporta 0 violaciones sobre el grafo canóni-
co (sh:conforms verdadero) y, como control negativo, 6
violaciones sobre un grafo deliberadamente malformado, lo
que demuestra que las restricciones tienen un poder discri-
minante real. Un CONSTRUCT que aplana el cierre transitivo
de prerrequisitos produce 340 tripletas sin inferencia y 356
con OWL 2 RL, y una consulta federada SERVICE recupera
del punto de acceso en vivo de Wikidata las descripciones
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en español de los conceptos enlazados. El grafo se serializa
en Turtle y va y vuelve sin pérdida a través de JSON-LD,
N-Triples y RDF/XML [61]. Esto responde afirmativamente
a la PI1.

3.2. El canal GraphRAG
Dada una entrega de un estudiante, el canal produce

retroalimentación estructurada en tres etapas. Primero, un
vinculador de conceptos analiza el AST de la entrega (el
módulo ast de Python) aumentado con métricas de com-
plejidad (radon) y mapea las construcciones de código a
conceptos de EKG; la vinculación basada en el AST sustituye
a una heurística previa de subcadenas que producía coinci-
dencias espurias. Segundo, un recuperador indexa los 157
conceptos con incrustaciones de frase nomic-embed-text
(servidas localmente a través de Ollama) y devuelve un sub-
grafo de los k mejores (los conceptos coincidentes junto con
sus prerrequisitos, conceptos relacionados y concepciones
erróneas asociadas) expandido mediante SPARQL sobre un
almacén RDF [62] con razonamiento nativo OWL 2 RL y
soporte SHACL. Tercero, el subgrafo recuperado se serializa
en el prompt de generación, y el generador emite retroali-
mentación en español con una estructura fija de cinco partes:
tipo de error, concepto afectado, explicación divulgativa
(popular), explicación técnica y una sugerencia accionable.
Esta estructura refleja las dimensiones sobre las que la
retroalimentación se puntúa después. Todos los modelos se
ejecutan localmente por soberanía de datos y coste marginal
nulo.

3.3. El protocolo de fine tuning con QLoRA
El generador ajustado (el adaptador del Sistema

B, reutilizado por el híbrido D) parte de una base
Qwen2.5-Coder-7B-Instruct [43] adaptada con QLo-
RA, esto es, cuantización NF4 de 4 bits de la base congelada
con adaptadores de bajo rango (rango 16, α=32) entrenados
encima [4], [3], en una sola NVIDIA RTX 5090. Los datos
de entrenamiento proceden de un corpus sintético de retro-
alimentación dividido de modo que los esqueletos estruc-
turales quedan fuera del entrenamiento con solapamiento
cero, una medida anti-fuga. Una ejecución sin regularización
sobreajustó, con la pérdida de evaluación en reservado
ascendiendo época tras época (1,297, 1,380, 1,410). Añadir
NEFTune (α=5) [42] y un dropout de LoRA de 0,1 invirtió
la tendencia. La pérdida en reservado desciende a 1,051 y
luego a 1,028, con una exactitud de token en reservado
que alcanza el 0.842 (Fig. 2). Se selecciona como canónico
el punto de control de la segunda época.

3.4. El diseño factorial A/B/C/D
Comparamos cuatro sistemas que cruzan el fine tu-

ning con el anclaje en el grafo. A es el LLM base
(llama3.1:8b) [63] sin ninguna aumentación. B es el mo-
delo ajustado con QLoRA sin el grafo. C es GraphRAG sobre
el LLM base (anclaje sin fine tuning). D es el híbrido, el mo-
delo ajustado con GraphRAG. El diseño aísla la contribución
marginal del fine tuning (A→B, C→D), del anclaje (A→C ,
B→D) y de su combinación (A→D), y sustenta todos los
resultados comparativos que siguen (Fig. 3).

4. DISEÑO EXPERIMENTAL

Esta sección detalla el marco empírico con el que po-
nemos a prueba las preguntas de investigación. Describi-
mos primero los dos conjuntos de evaluación (el banco de
pruebas sintético en distribución y el corpus de código real
fuera de distribución) junto con la auditoría de diversidad
que motiva su uso conjunto, y a continuación los modelos
comparados, el juez automatizado, el panel humano y el
protocolo de medición que articula las métricas objetivas,
las del juez y las de anotación humana.

4.1. Conjuntos de datos y su diversidad
Usamos dos conjuntos de evaluación. El banco de prue-

bas sintético reservado (n=50) se extrae de esqueletos es-
tructurales no vistos durante el fine tuning; para cada caso
se conocen la categoría de error prevista y el concepto
afectado, de modo que las métricas principales se anclan en
la verdad de referencia y son independientes de cualquier
juez. Una auditoría de diversidad cuantifica una amenaza a
la validez. Aunque el corpus subyacente tiene un 53% de
cadenas objetivo únicas, la similitud coseno media dentro de
un esqueleto es de 0,962 frente a una media global de 0,604,
por lo que los objetivos “únicos” difieren en gran medida en
los nombres de variables. Esta homogeneidad intraesqueleto
es la causa raíz cuantificada del sobreajuste documentado
más adelante, y motiva el segundo conjunto de datos.

El conjunto real (n=60) es una prueba de generalización
fuera de distribución extraída del corpus público de repara-
ción “intro_prog” de CS1 de la Dublin City University. Aquí,
el diff defectuoso→corrección del docente es la verdad de
referencia, y la métrica objetiva relevancia de corrección es
la fracción de tokens de la corrección real a los que hace
referencia la retroalimentación. Por seguridad, el código
nunca se ejecuta, y solo se aplican ast.parse y el cálculo
de diferencias.

4.2. Modelos, juez y protocolo
Los sistemas A y C usan llama3.1:8b; B y D

usan el adaptador Qwen ajustado. El juez LLM es
qwen2.5:32b [64]. Todos los modelos se ejecutan local-
mente en una sola RTX 5090 bajo Python 3.12, con la semilla
aleatoria fijada en 11. Señalamos, y controlamos, el sola-
pamiento parcial dentro de la misma familia entre el juez
(Qwen) y los sistemas B/D, que es una de las razones por
las que el veredicto se ancla en métricas objetivas inmunes
al juez. Combinamos tres clases de medición. Las métricas
objetivas se anclan en la verdad de referencia: exactitud de
categoría y exactitud de concepto en el conjunto sintético,
y relevancia de corrección en el conjunto real. Dos puntua-
ciones basadas en reglas (identificación y trazabilidad, 1–
5) son recodificaciones afínes deterministas de la exactitud
de categoría y de concepto, y se reportan como escalas
alternativas, no como confirmaciones independientes. Las
puntuaciones del juez evalúan tres dimensiones cualitativas
(explicación divulgativa, explicación técnica, sugerencia) en
1–5; la estabilidad del juez se sondea con un panel multi-
familia (Qwen, Llama, Gemma). La fidelidad al subgrafo
recuperado se mide con una métrica propia de citación
de conceptos y con la fidelidad a nivel de afirmación y la
precisión de contexto al estilo RAGAS [46].
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La anotación humana es el instrumento de criterio. Diez
revisores (siete programadores profesionales y tres docentes
universitarios, identificados únicamente como R01–R10 a
petición suya) evaluaron a ciegas la retroalimentación de los
cuatro sistemas sobre los 50 casos reservados en las mismas
tres dimensiones cualitativas, con los sistemas anonimiza-
dos y barajados. Cada revisor produjo 200 filas (50 casos
× 4 sistemas), cada una con tres puntuaciones Likert, para
un total de 2000 filas y 6000 valoraciones humanas a nivel
de dimensión frente a las 600 celdas del juez. La concor-
dancia se reporta con el κ de Fleiss, el α de Krippendorff
y el ICC(2,k); la validez de criterio humano↔juez, con las
correlaciones de Pearson y Spearman y el análisis de Bland–
Altman, siendo el consenso humano la media por celda de
los diez revisores [47], [48], [50], [53].

5. RESULTADOS

Presentamos los hallazgos en el mismo orden que las
preguntas de investigación. Comenzamos por el rendimien-
to en distribución sobre el banco de pruebas sintético, segui-
mos con la generalización al código real de estudiantes y la
inversión de la ordenación que allí emerge, y cerramos con
el estudio de fiabilidad que contrasta la estabilidad del juez
LLM con la del panel humano promediado, complementado
por una línea de reconstrucción independiente.

5.1. Banco de pruebas en distribución (PI2)
En el banco de pruebas sintético reservado, el híbrido D

encabeza las métricas objetivas, con 0.76 de exactitud de ca-
tegoría y 0.54 de exactitud de concepto, por delante de B, C y
el base A (Tabla 1). El patrón factorial resulta informativo. El

fine tuning (B) es lo que más mejora la clasificación del tipo
de error (categoría 0,70), el anclaje en el grafo (C) es lo que
más mejora la exactitud de concepto (0,48) y la trazabilidad,
y el híbrido, que combina ambos, gana o empata en todas
las dimensiones. Las dos aumentaciones mejoran, por tanto,
dimensiones distintas y en buena medida independientes de
la retroalimentación, sin competir por la misma. El análisis
inferencial (Friedman con post-hoc de Wilcoxon corregido
por Holm) confirma que todos los sistemas aumentados
superan al base A de forma significativa en las métricas
objetivas (exactitud de categoría p < 0,001; IC del 95% por
bootstrap para D − A de [+0,36,+0,64]), pero la ventaja
de D sobre B no es significativa con este tamaño muestral
(p ≈ 0,18 para categoría). Un análisis de anclaje añade
matices. D es casi el doble de fiel al subgrafo recuperado que
C en la métrica propia de citación de conceptos (0,65 frente
a 0,35), aunque cita menos conceptos (≈ 2,5 frente a > 5
por caso), mientras que a nivel de afirmaciones atómicas la
fidelidad estilo RAGAS de C y D es comparable (0,62 frente
a 0,58) y la precisión de contexto es idéntica (0,375), lo que
señala al recuperador, y no al generador, como el lugar de
la mejora.

5.2. Generalización al código real de estudiantes (PI2)

Sobre código real de estudiantes la ordenación se invier-
te (Tabla 2; Fig. 4). El base A alcanza 0.802 de relevancia
de corrección y C alcanza 0,733, mientras que el ajustado B
cae a 0,433 y el híbrido D a 0.323. La inversión es estadís-
ticamente robusta. Una prueba de Friedman da χ2=68,7,
p=8,1 × 10−15 (W de Kendall = 0,218), y sobrevive a
la deduplicación a 54 casos únicos (p=7,6 × 10−14). Las
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Cuadro 1
Banco de pruebas sintético reservado (n=50). Las métricas objetivas
(categoría, concepto) están ancladas en la verdad de referencia y son
independientes del juez; las dimensiones cualitativas son puntuaciones

del juez LLM (1–5). El híbrido D encabeza o empata en todas.

Métrica A (base) B (QLoRA) C (GraphRAG) D (híbrido)

Exactitud de categoría 0.26 0.70 0.36 0.76
Exactitud de concepto 0.18 0.50 0.48 0.54
Identificación (1–5) 2.04 3.80 2.44 4.04
Trazabilidad (1–5) 1.72 3.00 2.92 3.16
Expl. divulgativa (juez) 3.52 3.38 3.20 3.66
Técnica (juez) 3.02 3.44 2.44 3.62
Sugerencia (juez) ≈ 2,9 (empate a cuatro)

comparaciones post-hoc de Wilcoxon corregido por Holm
y de Nemenyi coinciden en que A y C superan significati-
vamente a B y D (A≈C no significativo). Esta es evidencia
directa y confirmada estadísticamente de sobreajuste a las
plantillas sintéticas, dado que la ventaja en distribución
de los sistemas ajustados no se transfiere a los errores
reales. Señalamos una salvedad en ambas direcciones. La
métrica de relevancia de corrección premia repetir los tokens
literales de la corrección, y los B/D ajustados se entrenaron

Cuadro 2
Código real de estudiantes, CS1 de la DCU de Dublín (n=60). La

ordenación objetiva de relevancia de corrección se invierte respecto al
banco de pruebas sintético (Friedman p=8,1× 10−15).

Métrica A (base) B (QLoRA) C (GraphRAG) D (híbrido)

Relevancia de corrección (obj.) 0.802 0.433 0.733 0.323
Expl. divulgativa (juez) 3.72 3.18 3.45 3.17
Técnica (juez) 3.03 2.40 2.68 2.47
Sugerencia (juez) 1.97 2.80 2.62 2.92

para dar retroalimentación conceptual en español que, por
diseño, no reproduce nombres de variables, de modo que
parte de la brecha refleja el estilo de la retroalimentación más
que su corrección. La señal objetiva, con todo, se sostiene y
restringe la afirmación central a “la aumentación ayuda en
distribución”, no a “el híbrido es el mejor en general”.

5.3. Estabilidad del juez y fiabilidad del panel humano
(PI3, PI4)

El juez automatizado resulta poco estable. Un panel de
jueces multifamilia (Qwen, Llama, Gemma) muestra una
concordancia entre jueces débil, con un κ de Fleiss = 0,213
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Figura 3. El factorial 2×2 como matriz de efectos marginales. Las cuatro celdas contienen la exactitud de categoría sintética de A, B, C y D cruzando
el fine tuning con QLoRA (filas) con el anclaje en el grafo (columnas); los márgenes de fila y columna reportan el efecto principal de cada factor
como la media sobre su nivel (el fine tuning eleva la media de 0,31 a 0,73; el anclaje, de 0,48 a 0,56) y dejan explícito que el fine tuning es el efecto
principal dominante sobre esta métrica objetiva, mientras que el anclaje aporta una elevación menor y aditiva. Fuente: resultados_abcd_n50.

Cuadro 3
Concordancia humana entre anotadores por dimensión (diez revisores,
6000 valoraciones). Los coeficientes por evaluador son bajos, pero la

fiabilidad del panel promediado ICC(2,k) es alta.

Coeficiente Global Divulg. Técnica Sugerencia

κ de Fleiss 0.096 0.071 0.143 0.032
α de Krippendorff 0.318 0.216 0.507 0.116
ICC(2,k) concord. abs. 0.831 0.736 0.910 0.605

a nivel global, prácticamente ausente en las dimensiones
divulgativa y técnica y solo apenas positiva en la dimensión
de sugerencia. El juez Qwen es sistemáticamente el más
estricto (≈ 3,1) y Llama/Gemma los más indulgentes (4,1–
4,3). Una comprobación pareada independiente reproduce
el κ ponderado de Cohen Qwen–Llama en 0,118. Las pun-
tuaciones cualitativas del juez dependen, por tanto, fuerte-
mente del juez elegido.

La fiabilidad humana ofrece, en cambio, un panorama
distinto. Entre los diez revisores, la concordancia categórica
por evaluador también es débil (κ de Fleiss = 0,096; α de
Krippendorff = 0,318), pero el panel promediado es fiable,
con un ICC(2,k) = 0.831 (IC del 95% [0,80, 0,86]). Estos
estadísticos no se contradicen entre sí. La granularidad de
1–5 deprime la concordancia categórica entre individuos,
mientras que el promediado cancela el ruido idiosincrásico.
Los humanos concuerdan más en la dimensión técnica (ICC
0,910, α 0,507) y menos en la dimensión de sugerencia (ICC
0,605, α 0,116), como muestran la Tabla 3 y la Fig. 5.

El panel humano promediado distingue los cuatro sis-
temas en todas las dimensiones, con la prueba de Fried-

man significativa en todas (χ2=122,3, 137,8 y 92,6 para
las dimensiones divulgativa, técnica y de sugerencia; todas
p < 0,001) y los seis contrastes pareados significativos por
dimensión bajo pruebas de Wilcoxon corregidas por Holm.
Las medias de consenso trazan un perfil interpretable y
transversal (Fig. 6). En la dimensión técnica encabezan los
sistemas ajustado e híbrido (D 4,20, B 3,82) por encima
del base y GraphRAG (A 2,37, C 2,58), mientras que en la
dimensión divulgativa (C 3,77, A 3,60, B 3,02, D 2,83) y en
la dimensión de sugerencia (C 3,64, A 3,23, D 3,03, B 2,90)
la ordenación favorece a C y A. Tal comportamiento es el
esperable de un instrumento utilizable y confirma la PI4.

La validez de criterio del juez es pobre. Frente al con-
senso humano, el juez LLM no se valida como instrumento
absoluto (Tabla 4; Fig. 7). La correlación de Pearson global
es de solo 0,203 (Spearman 0,189). En la dimensión de la
explicación divulgativa es negativa (−0,203), de modo que
allí el juez ordena los casos de forma inversa a los humanos,
mientras que solo la dimensión técnica alcanza un mode-
rado 0,363 y la dimensión de sugerencia es prácticamente
nula (0,041). El análisis de Bland–Altman da un sesgo medio
casi nulo (+0,139, humano menos juez) pero unos límites
de concordancia de [−2,19,+2,47], que abarcan casi todo el
rango 1–5, de modo que el juez y el panel no pueden tratarse
como intercambiables a nivel de una celda individual. La
correlación se calcula sobre los 33 de 50 casos que tanto
los humanos como el juez puntuaron. En la puntuación
absoluta, por tanto, la PI3 recibe una respuesta negativa.

Conviene situar la prueba del anotador alternativo en
su contexto. El procedimiento formal de sustitución Alt-
Test [57] (ε=0,15) devuelve una tasa de victoria global de
1,0 (probabilidad de ventaja media 0,696), nominalmente
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Figura 4. Diagrama de flujo de rangos (bump) de la posición de los cuatro sistemas en la métrica objetiva principal a través de las dos distribuciones.
A la izquierda, los sistemas se ordenan por la exactitud de categoría sintética (D > B > C > A); a la derecha, por la relevancia de corrección en
código real (A > C > B > D). Las líneas que se cruzan hacen visible el fallo de generalización: los sistemas ajustado e híbrido caen de los dos
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CS1 de la DCU de Dublín.

Cuadro 4
Fiabilidad y validez de criterio humano↔juez. El panel promediado es

fiable; la validez de criterio del juez es débil y en parte negativa.

Magnitud Valor

κ de Fleiss entre jueces (multifamilia) 0.213
κ de Fleiss humano entre evaluadores (n=10) 0.096
α de Krippendorff humano (ordinal) 0.318
ICC(2,k) humano, concordancia absoluta 0.831
r de Pearson humano↔juez 0.203

dimensión de explicación divulgativa −0,203
dimensión de explicación técnica +0,363

Sesgo de Bland–Altman (humano − juez) +0,139
Casos solapados (humano ∩ juez) 33/50

“sustitución justificada” (por dimensión 1,0/0,6/0,7). Esto
no contradice la débil validez de criterio, porque la Alt-
Test es relativa a un panel que de por sí concuerda muy
poco (κ de Fleiss = 0,096), de modo que “igualar a un
anotador típico” es un listón bajo que un juez internamen-
te consistente supera, mientras que “igualar al consenso”
(validez de criterio) sigue siendo difícil. El κ ponderado
humano↔juez coincide (global +0,161, negativo en la di-
mensión divulgativa, −0,173). La Alt-Test no rescata al juez
como instrumento absoluto; presentamos ambos lado a lado
para que el veredicto favorable no se lea de forma aislada.

5.4. Una línea de reconstrucción independiente
Un experimento de reconstrucción separado y autocon-

tenido (que no debe confundirse con el estudio canónico
A/B/C/D) alineó el generador con optimización de pre-
ferencias ORPO sin referencia y volvió a puntuar cuatro
variantes sobre diez casos reservados con el mismo juez
qwen2.5:32b (Fig. 8). Esto matiza aún más la tesis. La
recuperación basada en pasajes no supera al base (3,467
y 3,567 frente a 3,733), y solo la recuperación semántica
quirúrgica sobre el grafo ontológico (ORPO-v4, 4,233) lo
supera, aún por debajo de un techo humano de 4,463 y con
la mejora atribuible a la recuperación, no al fine tuning. La
lectura reconciliada no es “la aumentación gana”, sino que
su valor depende críticamente de qué se recupera y de cuán
real es el código evaluado.

6. DISCUSIÓN

Interpretamos a continuación los resultados en dos pla-
nos. Primero discutimos bajo qué condiciones la aumen-
tación (el anclaje en el grafo y el fine tuning) mejora la
retroalimentación, conciliando la victoria en distribución
con la inversión observada sobre código real. Después ex-
traemos las implicaciones metodológicas para confiar en la
evaluación educativa automatizada y el papel que en ella
deben tener el juez LLM y el panel humano.
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6.1. ¿Cuándo ayuda la aumentación?

Los dos bancos de pruebas cuentan una historia coheren-
te una vez que se tiene en cuenta la auditoría de diversidad.
En distribución, la aumentación funciona. El fine tuning
mejora la clasificación del tipo de error, el anclaje en el grafo
eleva la identificación de conceptos y la trazabilidad, y el
híbrido combina ambos, con todos los sistemas aumenta-
dos superando significativamente al LLM base. Fuera de
distribución, la ordenación se invierte, y la inversión es
estadísticamente significativa. Lo que reconcilia ambas es la
homogeneidad intraesqueleto medida en los datos sintéticos
de entrenamiento (coseno 0,962 dentro de los esqueletos
frente a 0,604 a nivel global). El generador ajustado apren-
dió el formato de un pequeño conjunto de plantillas en lugar
de una competencia de retroalimentación generalizable, de
modo que su ventaja se evapora sobre el corpus real he-
terogéneo. Este es un diagnóstico de sobreajuste, y probar
fuera de distribución es lo que convierte una sospecha en un
resultado medido. La línea de reconstrucción independiente
afina la lección, ya que la recuperación solo ayuda cuando
es nativa del grafo y quirúrgica, no cuando el contexto se
inyecta como pasajes planos. En conjunto, ambos hallazgos

reformulan la contribución de GraphRAG en educación,
de “añade un grafo” a “recupera el subgrafo correcto, y
demuéstralo sobre código real”.

6.2. Confiar en la evaluación educativa automatizada

El estudio de fiabilidad lleva un mensaje metodológico
que trasciende este sistema. No debe presuponerse válido
un juez LLM de retroalimentación de programación, pues
entre familias es inestable y, frente a un panel humano,
su validez de criterio es débil e incluso negativa en la
dimensión más subjetiva. Al mismo tiempo, el fallo no es de
la medición humana, sino del sucedáneo de un único juez; el
panel promediado de diez personas es un instrumento fiable
(ICC(2,k) = 0,831) que discrimina los sistemas, aunque la
concordancia por evaluador sea baja. La recomendación
práctica es doble: anclar los veredictos comparativos en
métricas objetivas e inmunes al juez allí donde exista verdad
de referencia, y tratar las puntuaciones del juez LLM en las
dimensiones subjetivas como señales indicativas que han de
corroborarse mediante un panel humano agregado en lugar
de un único evaluador automatizado.
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Figura 7. Múltiplos pequeños de dispersión de validez de criterio: valoración de consenso humano (y) frente a la valoración del juez LLM (x) sobre
los 33 casos solapados, un panel por dimensión cualitativa con un ajuste por mínimos cuadrados por dimensión. El panel técnico tiene pendiente
positiva (r=0,363); el panel divulgativo tiene pendiente negativa (r= − 0,203); el panel de sugerencia es plano (r=0,041). El contraste con una
hipotética línea de identidad expone cuán lejos está el juez de seguir el consenso humano. Fuente: analisis_humano (33 casos comunes).

7. LIMITACIONES

Varias limitaciones acotan las afirmaciones. El banco de
pruebas sintético es pequeño (n=50) y generado a partir de

plantillas, por lo que sus cifras absolutas son indicativas, no
concluyentes, y la auditoría de diversidad muestra que son
homogéneas intraplantilla. La métrica objetiva de relevancia
de corrección sobre código real premia el solapamiento
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1 2 3 4 5
Puntuación media del juez (escala 1–5)

Base

ORPO-v2

ORPO-v3

ORPO-v4

base
3.733

techo humano
4.463

Reconstrucción ORPO independiente · gráfico de viñetas (n=10, juez qwen2.5:32b)

3.733

3.467

3.567

4.233

Referencia: base (3.733)
Objetivo: techo humano (4.463)

Supera la base (ORPO-v4)
Por debajo de la base

Figura 8. Línea de reconstrucción ORPO independiente como gráfico de viñeta en la escala 1–5 del juez. Las barras horizontales dan la puntuación
media de cada variante (Base 3,733; ORPO-v2 3,467; ORPO-v3 3,567; ORPO-v4 4,233); una línea de referencia discontinua marca el nivel base
y una línea de objetivo continua marca el techo humano (4,463). Solo ORPO-v4, que recupera de forma quirúrgica sobre la ontología, supera el
base, y ninguna alcanza el techo humano. Fuente: ejecución de reconstrucción independiente (n=10). Este experimento se reporta por separado
y nunca se mezcla con las métricas A/B/C/D.

literal de tokens y, por tanto, penaliza en parte el registro
conceptual que los sistemas ajustados fueron entrenados
para producir; la inversión debe leerse como evidencia en
contra de la transferencia de la ventaja en distribución, no
como prueba de que el modelo base sea pedagógicamen-
te superior. El juez comparte familia de modelos con los
sistemas B y D, razón por la cual el veredicto descansa
en métricas inmunes al juez. La correlación de validez de
criterio se calcula sobre los 33 de 50 casos puntuados tanto
por humanos como por el juez; cerrar este solapamiento a
50/50 es el único paso pendiente. La retroalimentación se
genera en español para un currículo específico, y el panel
humano, aunque incluye tres docentes universitarios, es
una muestra de conveniencia de diez revisores. Por último,
los objetivos de la propuesta original del proyecto (p. ej.,
≥ 85% de exactitud diagnóstica) no se alcanzan, ya que
el mejor sistema llega a 0,76 de exactitud de categoría en
distribución, y reportamos únicamente lo que se midió.

8. CONCLUSIÓN

Presentamos EKG-Python, un grafo de conocimien-
to educativo validado y cerrado bajo razonamiento pa-
ra Python introductorio, y un canal de retroalimentación
GraphRAG construido en torno a él, y empleamos un diseño
factorial 2× 2 para preguntar cuándo la recuperación sobre
el grafo de conocimiento y el fine tuning mejoran realmente
la retroalimentación de programación. En distribución, las
dos aumentaciones mejoran aspectos distintos y el híbrido
encabeza; sobre código real de estudiantes, la ordenación
objetiva se invierte, un fallo de generalización estadísti-
camente significativo que se atribuye al sobreajuste a las
plantillas. Un estudio de fiabilidad muestra que un juez
LLM no es un instrumento absoluto válido, mientras que
un panel humano promediado es fiable y discriminante. La
contribución es, por tanto, tan metodológica como arqui-
tectónica. Las ganancias de la aumentación en la retroali-
mentación educativa son condicionales a qué se recupera y
a cuán realista es la evaluación, y los veredictos automa-
tizados de calidad deben anclarse en evidencia inmune al

juez y corroborarse mediante un juicio humano agregado.
El trabajo futuro reemplazará los datos de entrenamiento
generados por plantillas con retroalimentación real diversa,
cerrará el solapamiento de casos humano↔juez y extenderá
EKG-Python a más currículos y lenguajes.
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